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Abstract

Este proyecto propone un enfoque basado en optimizacién multiobjetivo y al-
goritmos evolutivos para parametrizar el clasificador Average One-Dependence
Estimators (AODE), mediante un sistema de pesado de los diferentes SPODE:s. El
estudio estd centrado en el impacto que este pesado produce respecto a la mejora
en cuanto a medidas de fairness (equidad) para este clasificador, sin menoscabar
en exceso su precision. Se utilizard Naive Bayes como baseline para comparar los
resultados. La optimizacion se llevard a cabo mediante técnicas evolutivas como
NSGA-II o MOEA/D, buscando configuraciones 6ptimas que reduzcan sesgos en
conjuntos de datos con atributos sensibles. Se evaluard el impacto del ajuste de
pesos en varios datasets, utilizando métricas estandar de clasificacién y equidad.
Finalmente, se analizaran los trade-offs entre precision y fairness a través de la
exploracién de fronteras de Pareto, validando la viabilidad del enfoque propuesto.

1. Motivacion

En los ultimos afios, el uso de modelos de aprendizaje automatico en la toma de decisiones ha generado
preocupacion debido a los sesgos que pueden derivarse de los datos y los algoritmos utilizados [12].
Los modelos de clasificacién automatica juegan un papel crucial en la toma de decisiones en dambitos
como la sanidad, el crédito financiero y la justicia penal. En particular, los clasificadores bayesianos,
aunque eficientes y robustos, pueden mostrar disparidades en la clasificacion cuando se aplican
a conjuntos de datos con atributos sensibles como género, etnicidad o edad. Esto ha evidenciado
problemas relacionados, ya que se puede derivar en decisiones discriminatorias. Por ello, la comunidad
cientifica y la sociedad demanda el desarrollo de modelos mds justos, capaces de equilibrar precisién
y equidad.

Dentro de la familia de clasificadores bayesianos, el Average One-Dependence Estimators (AODE)
[15] ha destacado en rendimiento frente al cldsico Naive Bayes (NB) [L1] y otros representantes de la
familia semi-NB que también relajan la independencia condicional entre atributos [[1]. Inicialmente,
en el clasificador AODE, todos los SPODEs aportan de manera equitativa. Sin embargo, podria
aplicarse una técnica de ponderado donde se pudiera variar la importancia de los diferentes Super
Parent One-Dependence Estimators (SPODEs) a la hora de realizar la clasificacion. Esta estrategia
de pesado va mas alla de ponderar la importancia que cada variable tiene en el modelo final, ya
que lo que se pondera es la importancia de un sub-modelo que incluye a todas las variables y
modela explicitamente relaciones bivariadas entre algunas de ellas dada la clase. Ajustar estos pesos
adecuadamente puede ser clave para mejorar tanto la calidad de la clasificacién como cudn ’justa’
esta es.
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Figura 1: Figura donde se presentan los 4 SPODEs para una AODE con cuatro variables predictoras
o atributos A;.

Aunque existen variantes de AODE con pesos [9], hasta nuestro conocimiento nunca se han optimiza-
do para propdsitos de equidad. Este trabajo busca, por tanto, explorar cémo algoritmos evolutivos y
optimizacién multiobjetivo pueden utilizarse para encontrar la mejor parametrizacién de pesos en
AODE, maximizando métricas de rendimiento sin comprometer medidas de fairness.

2. Hipotesis de trabajo principal

En la literatura podemos encontrar distintos enfoques para abordar aspectos de equidad en el clasi-
ficador NB, como p.e. los centrados en garantizar la independencia de la clasificacién respecto al
valor de un atributo sensible [4]], el uso de mas de una variable sensible [3]] o en el descubrimiento
y eliminacién de patrones discriminativos [6]. Sin embargo, no hemos encontrado ningun estudio
centrado en el clasificador AODE [15]], uno de los denominados clasificadores semi-NB mads eficientes
y eficaces.

AODE es un clasificador de los 1lamados generativos, puesto que en su aprendizaje trata de modelar la
distribucién de probabilidad conjunta P(C, A) en lugar de P(C|A). AODE trata a todas las variables
por igual, sin considerar la existencia de variables sensibles. En este trabajo partimos de la asuncién de
que existe la posibilidad de mejorar simultdneamente la precision y la equidad en clasificadores AODE
mediante la optimizacién de los pesos asignados a cada SPODE, o al menos mejorar en equidad
sin perjudicar en exceso la precision. Puesto que se dispone de algoritmos evolutivos dirigidos a la
optimizacién multiobjetivo [2]], podriamos aplicarlo a nuestro tema de estudio, adaptandolo también
a Naive Bayes, para compararlo con un clasificador bayesiano mds sencillo. Diferentes estrategias de
optimizacién pueden llevar a distintos trade-offs entre precision y fairness, lo que sugiere la necesidad
de analizar el frente de Pareto para seleccionar la mejor configuracién segtn el caso de uso.

Consideramos que es un dmbito de estudio potencialmente interesante, y que es diferente al pesado
de variables [[14] o de instancias [13]], puesto que en el AODE se combinan SPODEs (ver Figura E]),
resultando en una agregacion de multiples clasificadores con restricciones estructurales para facilitar
el aprendizaje y limitar su complejidad.

Para determinar la clasificacién de una instancia se emplea la siguiente expresion:
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donde:

P(C) es la probabilidad a priori de la clase.
s P(A; | C) es la probabilidad del superpadre dado la clase, para cada uno de los SPODEzs.
= P(A; | A;,C) es la probabilidad condicional de los otros atributos dado el superpadre y la
clase.

El enfoque que proponemos, buscard integrar un vector de pesos optimizado: wy, wa, . . . w, tal que
la clasificacién sea:
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donde en definitiva cada SPODE serd dotado de una importancia. Pretendemos usar pesos numéricos,
y en principio los w; estarfan en el intervalo [0,1].

3. Objetivos

El principal propdsito es disefiar e implementar un método basado en optimizacién multiobjetivo con
algoritmos evolutivos para ajustar los pesos en un clasificador AODE, con el fin de mejorar tanto la
precision como la equidad en la clasificacion. Para ello, mds especificamente, pretendemos:

1.

Implementar un esquema de optimizacién de pesos para AODE que permita mejorar métricas
de fairness sin comprometer significativamente la precision.

. Comparar el rendimiento del AODE ajustado con el AODE estdndar y el Naive Bayes como

baseline.
Evaluar el impacto del ajuste de pesos en diferentes datasets con atributos sensibles.

. Analizar los trade-offs entre precision y fairness mediante la exploracién de fronteras de

Pareto. Para ello consideraremos distintas medidas de equidad de entre las disponibles en la
literatura:
» Paridad Estadistica: La probabilidad de una prediccién positiva, dada la pertenencia a
un grupo, debe ser igual para todos los grupos.
» [mpacto Dispar: La media del cociente de predicciones positivas entre cada par de
grupos debe ser 1 o mayor que un porcentaje p % determinado.
» Equidad Diferencial: Aplicacion de la equidad grupal a grupos definidos por multiples
atributos sensibles superpuestos.
» Equidad Individual: La diferencia en la probabilidad de los resultados entre dos
individuos no debe ser mayor que la distancia de similitud entre ellos.
» Equidad Causal: Uso de modelado causal para determinar el efecto de los atributos
sensibles en las predicciones.

4. Metodologia

Este es el procedimiento que planeamos seguir:

1.

Seleccién de datasets.- Se trabajard con datasets de clasificacién que contengan variables
sensibles, como COMPAS, Adult Income y German Credit, entre otros. [10]. Se discretizaran
los atributos numéricos para su uso en clasificadores bayesianos. Implementacion de los
modelos

. Implementacién de modelos.- Naive Bayes se usard como baseline, proporcionando un punto

de comparacién sin ajuste de pesos. AODE con ajuste de pesos serd el modelo principal,
donde los pesos de los SPODEs se optimizardn mediante algoritmos evolutivos.

. Optimizacién de pesos.- Se utilizardn algoritmos evolutivos para encontrar configuraciones

Optimas de pesos. Se empleard un enfoque de optimizacién multiobjetivo (e.g., NSGA-II,
MOEA/D) [/|] para equilibrar precision y fairness.

. Evaluacién y validacion.- Se medirdn métricas de precision como accuracy, F1-score. Se eva-

luara fairness mediante algunas métricas como Disparate Impact, Equalized Odds, Absolute
Between-ROC Area (ABROCA) o las diferencias en tasas de falsos positivos/negativos entre
grupos sensibles [8]]. Se analizardn los trade-offs a través de la visualizacién de fronteras de
Pareto. Se buscard la mejor configuracién propuesta mediante técnicas como el Compromise
programming [5]]

. Analisis de resultados .- Se compararan los resultados obtenidos con los distintos modelos

y algoritmos evolutivos empleados. Se evaluard la capacidad del enfoque propuesto para
mejorar la equidad sin una degradacion significativa del rendimiento.
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